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Desenvolvimento de redes neurais artificiais 

para análise do fluxo de permeado de uma be-

bida à base de açaí no processo de microfiltra-

ção tangencial 
Development of artificial neural networks for permeate 

flow analysis of a beverage based on açai in the crossflow 

microfiltration process 

 

Resumo 

Neste trabalho foi proposta a utilização de Redes Neurais 

Artificiais (RNAs) com o Método de Levenberg-

Marquardt (MLM) para estimar o fluxo de permeado de 

uma bebida à base de açaí através do processo de microfil-

tração tangencial com duas membranas cerâmicas com 

poros de diâmetro médio de 0,8 e 1,2 𝜇m em escoamento 

turbulento. As variáveis de entrada das RNAs foram o 

número de Reynolds, a pressão transmembrana e o tempo 

de microfiltração; as variáveis de saída foram os corres-

pondentes valores de fluxo de permeado. Os resultados 

fornecidos pelas RNAs tiveram baixos erros médios, sen-

do 4,1%, 10,6% e 7,6% para a membrana de 0,8 𝜇m e 

5,3%, 4,7% e 9,9%, para a membrana de 1,2 𝜇m, para os 

conjuntos de treinamento, validação e teste, respectiva-

mente.  

Palavras-chave: Redes Neurais Artificiais. Microfiltração 

tangencial. Membranas Cerâmicas. Açaí. 

 

 

Abstract 

In this work we proposed the use of Artificial Neural Net-

works (ANNs) with the Levenberg-Marquardt Method to 

estimate the permeate flow of a beverage based on açai 

through the crossflow microfiltration process using two 

ceramic membranes with average pore diameter of 0.8 and 

1.2μm in turbulent flow. ANN input variables were Reyn-

olds number, transmembrane pressure and microfiltration 

time; the output variables were the corresponding perme-

ate flow values. The results provided by the ANNs had 

low average errors, being 4.1%, 10.6% and 7.6% for the 

0.8μm membrane and 5.3%, 4.7% and 9.9%, for the the 

1.2μm membrane for the training, validation and test sets, 

respectively.  

Keywords: Artificial Neural Networks. Crossflow micro-

filtration. Ceramic Membranes. Açai. 
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1 Introdução 
 

A separação por membranas é uma tecnologia que se revela cada vez mais promissora pa-

ra a resolução de inúmeros problemas de processos químicos, pois se mostra eficaz na remo-

ção de componentes em misturas sólido-líquido, líquido-líquido e gás-sólido, apresentando 

assim grande relevância na indústria de bebidas e alimentos (CASSANO; CONIDI, 2017), no 

tratamento de água residuária (ZUO et al, 2018); na indústria farmacêutica (ZARKADAS; 

SIRKAR, 2019) e até mesmo nas indústrias produtoras de biogás (CERVEIRA; BORGES; 

KRONEMBERGER., 2018).   

A tecnologia de membranas é um termo usado para caracterizar o processo de separação 

de uma corrente líquida em duas correntes distintas através de uma membrana semipermeável, 

cujo fluido com capacidade de atravessar a membrana é designado de permeado e o que fica 

retido é chamado de rejeitado (MACHADO et al, 2012; MORAIS, 2018). Em relação à 

membrana, dentre outros materiais de composição, os cerâmicos e os poliméricos são ampla-

mente utilizados, porém materiais cerâmicos como alumina, zircônio e sílica ganham bastante 

destaque por permitirem aumentar limites de operação a temperaturas mais elevadas e meios 

quimicamente mais agressivos. O tamanho dos poros das membranas também está diretamen-

te relacionado ao tipo do processo de filtração e, consequentemente à sua aplicação, ou seja, 

membranas com poros de diâmetro médio entre 0,1 e 10 micrômetros (m) são típicas do pro-

cesso de microfiltração (CHERYAN, 1998). Cabe ressaltar que micrômetro (µm) é 

uma unidade de comprimento do Sistema Internacional de Unidades (SI), definido como 1 

milionésimo de metro (1 × 10-6 m) e equivale à milésima parte do milímetro, fazendo com 

que o processo de microfiltração se consagrasse na separação de micropartículas, microrga-

nismos e emulsões.   

A microfiltração é um processo que utiliza o gradiente de pressão como força motriz, jun-

to a uma superfície permeável (membrana), podendo ser realizada perpendicular e tangenci-

almente. Na microfiltração perpendicular, a vazão de alimentação ocorre perpendicularmente 

à superfície da membrana, enquanto na microfiltração tangencial a solução ou suspensão es-

coa paralelamente à superfície da membrana, enquanto o permeado é transportado transver-

salmente à mesma (HASAN et al, 2013; ZEMAN; ZYDNEY, 1996), o que facilita o arraste 

das partículas depositadas na superfície da membrana. 

O sucesso do processo de separação por membranas nas indústrias de bebidas e alimentos 

está diretamente relacionado à baixa variação de temperatura (CHEMAT et al, 2017; MA-

CHADO et al, 2012; PICART-PALMADE et al, 2019) ao longo do processamento, o que 

minimiza efeitos, como a mudança de fases, desnaturação de proteínas e alteração de caracte-

rísticas sensoriais do produto (DORNIER; BELLEVILLE; VAILLANT, 2018). Além disso, o 

processo de separação por membranas permite ainda a remoção de microrganismos e sedi-

mentos, tornando o produto final mais atrativo em termos de textura, bem como o aumento da 

sua vida útil (KUMAR et al, 2013; ZHANG et al, 2015), proporcionando o desenvolvimento 

de novos produtos com baixo consumo de energia e reduzido impacto ambiental (DORNIER; 

BELLEVILLE; VAILLANT, 2018; MACEDONIO; DRIOLI, 2017). 

Como todo processo, há desvantagens como os fenômenos de polarização de concentração 

e colmatação que causam uma redução no fluxo e consequente perda de produtividade ao lon-

go do tempo (FAGNANI; PUPPIO; ZANON, 2018; NOURBAKHSH et al, 2014). Portanto, 

o estudo de novos métodos eficazes para quantificar a interação interfacial de forma direta é 

de extrema importância. Desta forma, as modelagens matemáticas, juntamente com os resul-

tados experimentais podem contribuir para a compreensão dos fenômenos responsáveis pela 

diminuição do fluxo de permeado ao longo dos processos de microfiltração, de modo a auxili-

ar na escolha das melhores condições de operação, maximizando o fluxo de permeado.  
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Nesse sentido, as Redes Neurais Artificiais (RNAs) tem chamado a atenção dos pesquisa-

dores por ser uma técnica computacional baseada no funcionamento do cérebro humano, ca-

paz de produzir resultados altamente precisos com baixo custo computacional e por ser de 

fácil implementação. A principal vantagem das RNAs é sua capacidade de aprender com 

exemplos e generalizar as informações para obter respostas para dados não inclusos em seu 

treinamento (HAYKIN, 1999).  

Atualmente, as RNAs têm sido utilizadas em diversas áreas do conhecimento, como Quí-

mica, Física, Geologia, Medicina, Neurocomputação (CUSTÓDIO; FILLETTI; FRANCA, 

2019; ORTEGA-ZAMORANO et al, 2017; RAMIL et al, 2018; TANZIFI et al, 2018; 

WALCZAK; VELANOVICH, 2018;), entre outras. 

Referente à utilização de RNAs em processos de microfiltração tangencial, redes neurais 

foram utilizadas para prever o desempenho do processo de microfiltração para a remoção de 

metais pesados, como chumbo e zinco, em águas residuais, mostrando que o modelo neural 

possui excelente desempenho na previsão do fluxo de permeado com coeficiente de correla-

ção entre os dados de 0,96 (SEKULIC et al, 2019); Phalak et al. (2017) fizeram um estudo 

sobre a filtração de proteínas usando RNAs e concluíram que elas são ótimas para a modela-

gem de processos de membrana, como ultrafiltração e microfiltração; Ghandehari, Montazer-

Rahmati e Asghari (2013) desenvolveram  duas redes neurais para modelar o declínio do flu-

xo de permeado na microfiltração de proteínas, com bastante precisão; RNAs também foram 

utilizadas para analisar o fluxo de permeado na microfiltração tangencial para clarificação de 

vinhaça com membrana porosa com poros de diâmetro médio de 0,8 µm com erro percentual 

médio de 1,62% (SILVA, 2018).  

Assim, considerando a importância do desenvolvimento de novas técnicas de conservação, 

clarificação e minimização da degradação de frutos na indústria de bebidas, é fundamental 

monitorar o fluxo de permeado durante o processo de microfiltração. Portanto, neste artigo, 

propõe-se a utilização de RNAs, como uma ferramenta matemática alternativa, para estimar o 

fluxo de permeado na separação por membranas no processo de microfiltração tangencial para 

uma bebida à base de açaí. 

Este artigo está organizado da seguinte forma: na Seção 2 encontra-se a metodologia utili-

zada, descrevendo o Método de Levenberg-Marquardt aplicado às RNAs; a Seção 3 apresenta 

os resultados obtidos e a Seção 4 traz as conclusões do trabalho. 

 

2 Redes neurais artificiais 
 

Segundo Braga, Carvalho e Ludernir (2000), as RNAs são modelos computacionais inspi-

rados na estrutura funcional do cérebro humano, capazes de realizar o aprendizado de máqui-

na bem como o reconhecimento de padrões, adquirindo conhecimento através da experiência.  

A principal semelhança entre as RNAs e os circuitos formados no cérebro está no extenso 

processamento paralelo apresentado por ambos. Outra semelhança é que as operações nos 

dois circuitos não são dependentes de qualquer neurônio isolado, mas sim de uma função do 

conjunto dos neurônios. Na maioria dos modelos as conexões entre os neurônios estão associ-

adas a pesos, os quais armazenam o conhecimento representado no modelo e servem para 

ponderar a entrada recebida por cada neurônio da rede neural.  

Em seu funcionamento, o neurônio artificial recebe determinada mensagem e a encaminha 

por meio de sinais sinápticos (pesos) criados, tornando-se capaz de organizar suas estruturas, 

aprender novas tarefas e fazer novas descobertas, permitindo, assim, que a RNA consiga esta-

belecer uma relação entre os valores de entrada e de saída que representam o problema estu-

dado.  
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Para desenvolver uma RNA, as amostras que representam o problema tratado são dividi-

das em três conjuntos:  

 

(i) Conjunto de treinamento, que contém as amostras apresentadas à rede neural du-

rante seu treinamento e a RNA é ajustada de acordo com o erro calculado pelo al-

goritmo de aprendizagem escolhido;  

(ii) Conjunto de validação: contém amostras que são usadas para medir a generaliza-

ção da rede e interromper o treinamento quando a generalização para de melhorar; 

(iii) Conjunto de teste: cujas amostras não têm efeito no treinamento e, portanto, forne-

cem uma medida independente do desempenho da rede durante e após o treina-

mento. 

 

Neste trabalho, as redes neurais desenvolvidas foram do tipo feedforward (FF) com múlti-

plas camadas. Segundo Haykin (1999) uma rede neural FF é formada por neurônios (ou nós), 

com tendência natural para armazenar conhecimento experimental e torná-lo disponível para 

uso, além disso, neste tipo de rede nota-se a presença de camadas intermediárias, aumentando 

a capacidade de processamento da mesma. O problema tratado aqui foi inicialmente discutido 

em Proni, Haneda e Filletti, (2019), onde foi criada uma RNA feedforward para estimar o 

fluxo de permeado através da membrana com poros de diâmetro médio de 0,8 μm; já o pre-

sente trabalho apresenta um melhor treinamento para a membrana anterior e acrescenta a cria-

ção de uma segunda RNA para avaliar o mesmo problema, porém utilizando uma membrana 

com poros de diâmetro médio de 1,2 μm. 

A implementação das RNAs foi realizada com a ferramenta Neural Network Getting Star-

ted do software MATLAB R2016a, usando o Método de Levenberg-Marquardt (MLM) como 

o algoritmo de aprendizagem das redes neurais desenvolvidas. 

 

2.1 O método de Levenberg-Marquardt aplicado às RNAs 
 

O Método de Levenberg-Marquardt é um dos algoritmos de treinamento existentes, res-

ponsável pelo aprendizado da rede neural. Ele trabalha com a função residual dos erros qua-

dráticos, ou seja, com a função obtida pela diferença entre a resposta desejada e a resposta 

obtida pela RNA e é bastante utilizado em aplicações que se reduzem a um problema de qua-

drados mínimos. 

Segundo Hagan  e Menhaj (1994), este método de aprendizado consiste em uma modifica-

ção ao método de Gauss-Newton (BURKE; FERRIS, 1995), sendo a função 𝐸𝑛(𝑥) corres-

pondente à função erro na iteração n (que deve ser minimizada em relação a um vetor 

x=(𝑥1, … , 𝑥𝑛)), de acordo com a equação (1) 

 

𝐸𝑛(𝑥) = ∑𝑒𝑖
2(𝑥)

𝑖∈𝐶

 
 

(1) 

 

onde, no caso de se aplicar esse método às redes neurais, tem-se que C é o conjunto de todos 

os neurônios da RNA, e o erro 𝑒𝑖 é dado por 

 

                                                       𝑒𝑖(𝑥) = 𝑑𝑖(𝑥) − 𝑦𝑖(𝑥)                                                  (2) 

 

sendo que 𝑑𝑖 se refere à resposta desejada para o neurônio i, aqui sendo o fluxo de permeado, 

e 𝑦𝑖 é a resposta obtida pela RNA. O vetor x=(𝑥1, … , 𝑥𝑛) representa os pesos da rede neural. 
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      O erro médio quadrático para todos os N exemplos do conjunto de treinamento da RNA é 

obtido somando-se os 𝐸𝑛(𝑥) para todos os N e então normalizando em relação ao tamanho do 

conjunto de treinamento (NASCIMENTO, 2007), ou seja,  

 

                                                            𝐸𝑚𝑒𝑑 =
1

𝑁
∑ 𝐸𝑛

𝑁

𝑛=1

(𝑥).                                                        (3) 

 

       Note que o erro médio 𝐸𝑚𝑒𝑑 é uma função dos pesos da RNA e representa a função obje-

tivo como a medida de desempenho de aprendizagem da rede neural cuja meta é ajustar os 

pesos da RNA para minimizar o erro médio. Para isto, considera-se um algoritmo de aprendi-

zagem para atualizar os pesos da RNA, que neste artigo foi o MLM. 

Assim, o método de Newton (HAGAN; MENHAJ, 1994) para a atualização dos pesos da 

RNA se dá pela equação (4): 

 

∆𝑥 = −[ ∇2𝐸𝑛(𝑥)]−1∇𝐸𝑛(𝑥)  (4) 

 

onde ∇2𝐸𝑛(𝑥) é a matriz Hessiana (que envolve derivadas parciais de segunda ordem) e 

∇𝐸𝑛(𝑥) é o gradiente de 𝐸𝑛, sendo que ∆𝑥 é a direção de busca do método de Newton. Assim, 

temos  

 

∇𝐸𝑛(𝑥) =  𝐽𝑇(𝑥)𝑒(𝑥) (5) 

 

sendo que 𝑒(𝑥) = (𝑒1, … , 𝑒𝑁), onde cada 𝑒𝑖 é dado pela equação (2) e J(x) é a matriz Jacobia-

na dada por 

 

                                           𝐽(𝑥) =

[
 
 
 
𝜕𝑒1

𝜕𝑥1
⋯

𝜕𝑒1

𝜕𝑥𝑛

⋮ ⋱ ⋮
𝜕𝑒𝑁

𝜕𝑥1
⋯

𝜕𝑒𝑁

𝜕𝑥𝑛]
 
 
 

.                                                       (6) 

 

      Logo, uma aproximação para a matriz Hessiana é  

 

∇2𝐸𝑛(𝑥) =  𝐽𝑇(𝑥) 𝐽(𝑥) + 𝑆(𝑥) (7) 

 

 

onde 𝑆(𝑥) é dada por 

 

                                                    𝑆(𝑥) = ∑𝑒𝑖

𝑁

𝑖=1

(𝑥)∇2𝑒𝑖(𝑥).                                                      (8) 

                                          

Substituindo tais termos e levando-se em consideração que no método de Gauss-Newton 

S(x) ≅ 0, tem-se que a atualização da equação (4) é dada pela equação (9) abaixo: 

 

∆𝑥 = [ 𝐽𝑇(𝑥) 𝐽(𝑥)]−1𝐽𝑇(𝑥)𝑒(𝑥). (9) 

 

E o MLM consiste na modificação deste método para a equação (10) a seguir: 

 



 

 

PRONI, C.; HANEDA, R. N.; FILLETTI, É. R. Desenvolvimento de redes neurais artificiais para análise do fluxo de permeado de uma bebida à base de açaí no 

processo de micro-filtração tangencial. C.Q.D.– Revista Eletrônica Paulista de Matemática, Bauru, v. 17, p. 189-205, fev. 2020. Edição Ermac. 

DOI: 10.21167/cqdvol17ermac202023169664cprnherf189205     Disponível em: http://www.fc.unesp.br/departamentos/matematica/revista-cqd/ 

194 

∆𝑥 = [ 𝐽𝑇(𝑥) 𝐽(𝑥) + 𝜇𝐼]−1𝐽𝑇(𝑥)𝑒(𝑥) (10) 

 

na qual foi introduzido o parâmetro 𝜇 > 0 na diagonal de 𝐽𝑇(𝑥) 𝐽(𝑥), I é a matriz identidade, 

e(x) é o erro e J é a matriz Jacobiana. Note que a matriz Hessiana é aproximada por 

𝐽𝑇(𝑥) 𝐽(𝑥) + 𝜇𝐼, que é definida positiva (BENATTI, 2017). O parâmetro µ, chamado de pa-

râmetro de Levenberg-Marquardt, sempre será multiplicado por um fator β quando a propaga-

ção resultar em um aumento na função erro, mas quando resultar na sua diminuição, µ será 

dividido pelo fator β. O parâmetro µ ajusta a aproximação de forma a evitar grandes propaga-

ções que possam levar a um erro de convergência, assim qualquer valor positivo e significati-

vo de µ será suficiente para restaurar a matriz 𝐽𝑇(𝑥) 𝐽(𝑥) e produzir uma boa direção de busca 

do erro pela rede neural. 

A parte mais importante deste algoritmo é o cálculo da matriz jacobiana, pois se houver 

problemas de mapeamento da rede neural, os termos desta matriz podem ser alterados e 

calculados através de uma modificação simples do algoritmo de retropropagação. 

O MLM aplicado às RNAS pode ser descrito resumidamente pelos seguintes passos 

(CUSTÓDIO, 2019): 

 

(i) Apresentam-se à RNA todas as variáveis de entrada, nesse caso, a pressão trans-

membrana, o número de Reynolds e o tempo de microfiltração, com a saída cor-

respondente que é o fluxo de permeado; 

(ii) Iniciam-se os parâmetros da RNA (pesos) com valores aleatórios; 

(iii) Calculam-se novos valores para o fluxo de permeado, referentes às variáveis de 

entrada; 

(iv) Calcula-se o erro da equação (2), da equação (1) e o erro médio quadrático da 

equação (3); 

(v) Calcula-se a matriz Jacobiana e resolve-se a equação (10); 

(vi) Modificam-se os pesos da RNA de acordo com a direção de busca do MLM 

(equação (10)); 

(vii) Itera-se de (iii) até (vi), modificando sucessivamente os pesos da RNA até que o 

gradiente da equação (5) atinja um valor menor que o pré-determinado ou até o er-

ro médio quadrático atingir o valor desejado ou ainda, até que um critério de para-

da conveniente seja alcançado. 

 

3 Resultados e discussões 
 

A partir de dados experimentais da literatura publicados por Haneda (2010) referentes aos 

valores do fluxo de permeado de uma bebida à base de açaí no processo de microfiltração 

tangencial por meio de membranas cerâmicas com poros de diâmetro médio de 0,8 e 1,2 μm 

que retém os microrganismos presentes, preparou-se as matrizes numéricas para desenvolvi-

mento das RNAS.  

Para avaliar o desempenho do processo de microfiltração tangencial em relação ao fluxo 

transmembrana, a variação de parâmetros fluidodinâmicos (pressão transmembrana, regime 

de escoamento e tempo de filtração) foi investigada ao longo do processamento. Um exemplo 

da influência da variação desses parâmetros em relação ao fluxo de permeado pode ser visua-

lizado na Tabela (1): 
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Tabela 1: Comportamento do fluxo transmembrana em função da variação de parâmetros fluidodinâmicos 

durante o processo de microfiltração usando membrana com poros de diâmetro médio de 0,8 𝜇m. 

 

Pressão 

transmembrana 

(bar) 

Re = 60000 

 

J (L/h.m2) 

Re = 40000 

 

J (L/h.m2) 

Re = 20000 

 

J (L/h.m2) 

Tempo 

(minuto) 

1 

2 

3 

4 

403,56836 

140,31182 

39,75077 

28,18969 

242,32436 

84,26348 

62,77108 

34,3522 

64,32444 

62,03259 

51,6429 

50,23 

5 

1 

2 

3 

4 

 

39,82717 

54,24032 

35,47266 

21,97624 

97,98909 

66,48896 

42,06808 

30,99083 

64,57909 

60,14819 

49,0964 

50,16593 

10 

 

Todos os testes foram realizados variando-se a pressão transmembrana (1 – 4 bar) em base 

contínua sem interrupção do processo (durante 60 minutos).  Após esse período, a velocidade 

média do fluido foi alterada ao variar a rotação da bomba, enquanto a pressão transmembrana 

foi controlada através da abertura ou fechamento da válvula globo presente na bancada de 

microfiltração. 

A pressão transmembrana (PTM) é dada pela equação (11): 

 

                                                              𝑃𝑇𝑀 =  
(𝑃𝑎 + 𝑃𝑟)

2
− 𝑃𝑓                                                 (11) 

 

sendo que 𝑃𝑎 é a pressão de alimentação (N/m2), 𝑃𝑟 é a pressão do retido (N/m2) e 𝑃𝑓 é a pres-

são do filtrado (N/m2). No trabalho Haneda (2010) a pressão transmembrana foi medida e 

controlada com manômetro instalado na bancada de microfiltração. 

O coeficiente de Reynolds é um número adimensional usado para calcular o regime de es-

coamento de determinado fluido sobre uma superfície, calculado a partir da equação (12): 

  

                                                                           𝑅𝑒 =
𝜌𝑣𝐷

𝜇
                                                            (12) 

 

em que 𝜌 é a massa específica do fluido (kg/m3), 𝑣 é a velocidade do fluido (m/s), D é o diâ-

metro interno da membrana (m) e  é a viscosidade dinâmica do fluido (Pa.s). Dependendo do 

valor do número de Reynolds, o escoamento é classificado como: Escoamento Laminar (Re < 

2000), Escoamento de Transição (2000 < Re < 2400) e Escoamento Turbulento (Re > 2400).  

 O fluxo transmembrana é obtido usando a equação (13): 

 

                                                                              𝐽 =  
𝑚

𝑡𝐴
                                                             (13) 

 

sendo que m é a massa de permeado coletada durante a microfiltração (kg), t é o tempo de 

filtração (h), A é a área efetiva de filtração (m2) e  é a densidade do permeado (kg.m-3). 

A cada 5 minutos o permeado era coletado e pesado e a partir dessa massa, o fluxo trans-

membrana era calculado. Para tanto, vale ressaltar que os ensaios de microfiltração foram 

conduzidos com membranas cerâmicas tubulares comerciais de -alumina (Al2O3) de tama-
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nho médio de poro (distribuição média do diâmetro de poro) de 0,8 m e 1,2 m, diâmetro 

interno do tubo de 0,006 m, comprimento da membrana de 0,25 m e área de filtração de 

0,0047 m2. 

Construiu-se uma matriz de dados de entrada contendo 144 amostras com três parâmetros: 

número de Reynolds, pressão transmembrana e tempo de filtração, onde cada uma dessas 

amostras corresponde a um valor de fluxo de permeado e com estes valores, montou-se uma 

matriz de saída desejada para as RNAs. Estas matrizes, de entrada com dimensão 3x144 e de 

saída com dimensão 1x144, foram montadas para ambas as membranas, com poros de 0,8 e 

1,2 μm. 

Para implementação das RNAs utilizou o software Matlab com a ferramenta nnstart – fit-

ting app e o Método de Levenberg-Marquardt (trainlm), com 19 neurônios na camada inter-

mediária para a membrana com poros de diâmetro médio de 0,8 μm e 14 neurônios na camada 

intermediária para a membrana com poros de diâmetro médio de 1,2 μm. Para ambas as 

RNAS desenvolvidas, as 144 amostras de cada membrana foram divididas aleatoriamente em 

três conjuntos (treinamento, validação e teste), seguindo a divisão 70%-15%-15%. A Tabela 

(2) mostra a quantidade de amostras utilizada em cada conjunto. 

 
Tabela 2 – Quantidade de amostras utilizadas para as RNAS com as membranas de 0,8 e 1,2 μm. 

 
Conjunto de 

treinamento 

Conjunto de 

validação 

Conjunto 

de teste 
Total 

Quantidade 

de amostras 
100 22 22 144 

 

A representação estrutural das redes neurais para a membrana de 0,8 e 1,2 μm estão ilus-

tradas na Figura 1(a) e 1(b), respectivamente. 
 

 

Figura 1 - Representação das redes neurais para as membranas de 0,8 e 1,2 μm. 

Fonte: MATLAB, 2019 

 

Para melhor análise dos resultados obtidos divide-se esta seção em dois tópicos: a Seção 

3.1 relacionada à membrana com poros de diâmetro médio de 0,8 μm e a Seção 3.2 para a 

membrana com poros de diâmetro médio de 1,2 μm. 

 

3.1 Membrana com poros de diâmetro médio de 0,8 μm  
 

O número de épocas realizadas pela RNA foi de 26 e o melhor desempenho se deu na 

época 20. No resultado fornecido para a membrana com poros de diâmetro médio de 0,8 μm, 

o erro relativo médio obtido para as amostras de treinamento foi de 4,1%, para validação foi 

de 10,6% e para o teste foi de 7,6%. A diferença entre o resultado da RNA apresentado neste 

artigo, para o resultado apresentado em Proni, Haneda e Filletti (2019), é que a divisão das 

amostras nos conjuntos de treinamento, validação e teste não é mais do tipo 80%-10%-10% e 

sim, 70%-15%-15%, que é a mais usual para este tipo de problema e resultou em um melhor 

treinamento da RNA.  
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Na Figura 2 pode-se observar a distribuição de erros (que é a diferença entre os valores es-

timados pela RNA e os valores reais do fluxo de permeado) das amostras de treinamento, va-

lidação e teste. Nota-se que os erros permanecem próximos de zero, conforme o esperado e, 

além disso, há aleatoriedade na distribuição destes erros, o que mostra que os resultados obti-

dos não têm tendência. 

 
Figura 2 - Distribuição do erro para a membrana com poros de 0,8 μm. 

Fonte: Elaborado pelo autor 

 

A Figura 3 mostra a relação entre os valores do fluxo de permeado da bebida à base de 

açaí reais e obtidos pela RNA no treinamento e na validação, cujos coeficientes de correlação 

entre os dados obtidos foram 0,99 e 0,98, respectivamente, mostrando também a proximidade 

dos pontos com a linha de tendência central 𝑦 = 𝑎𝑥 + 𝑏, e os valores dos coeficientes angular 

𝑎 e linear 𝑏, com seus respectivos erros padrões.  

 

 
Figura 3 - Valores do fluxo de permeado estimados pela RNA versus valores reais para os conjuntos de 

treinamento e validação da membrana com poros de 0,8 μm. 

Fonte: Elaborado pelo autor 
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Para o conjunto de teste, a análise estatística do modelo de regressão também se mostrou 

satisfatória.  A Figura 4 traz a reta de ajuste para o conjunto de teste, cuja equação é 𝑦 =
0,95𝑥 + 4,08, com coeficiente de correlação entre os valores obtidos de 0,98, bem como os 

respectivos erros padrões para os coeficientes angular, a, e linear, b, da reta. Na Tabela (3) 

encontram-se os valores de fluxo de permeado estimados pela RNA e os valores reais, para a 

membrana com poros de 0,8 μm para as amostras do conjunto de teste. 

 
Figura 4 - Valores do fluxo de permeado estimados pela RNA versus valores reais para o conjunto de 

teste para a membrana com poros de diâmetro médio de 0,8 μm. 

Fonte: elaborado pelo autor 

 

Tabela 3 – Valores do fluxo de permeado estimados pela RNA e valores reais para a membrana com 

poros de diâmetro médio de 0,8 μm para dados do conjunto de teste. 

Amostra 

Valor estimado 

pela RNA 

J (L/h.m2) 

Valor real 

J (L/h.m2) 

1 33,24 28,95 

2 31,58 26,51 

3 27,96 26,94 

4 146,67 139,88 

5 82,16 80,21 

6 81,99 76,50 

7 66,94 66,87 

8 73,45 74,66 

9 64,37 68,58 

10 87,98 88,87 

11 66,16 85,77 

12 62,64 62,72 

13 62,85 59,84 

14 61,61 67,84 

15 58,66 59,89 

16 33,93 37,28 

17 48,49 50,29 

18 39,82 42,04 

19 38,54 40,06 

y = 0,95x + 4,08
R = 0,98

a= 0,95 ± 0,05 
b= 4,08 ± 3,19
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20 44,06 40,44 

21 35,85 38,60 

22 27,88 39,22 

 

Para os três conjuntos analisados notam-se que os coeficientes de correlação se encontram 

próximos de 1, indicando a proximidade entre os valores de fluxo permeado reais e obtidos, 

confirmando a efetividade do resultado fornecido pela RNA. 

 

3.2 Membrana com poros de diâmetro médio de 1,2 μm  
  

Para a membrana com poros de diâmetro médio de 1,2 μm o procedimento realizado, bem 

como o tratamento dos resultados obtidos, é bem similar ao da membrana de 0,8 μm citado 

acima. O número de épocas realizadas pela RNA neste caso foi 36 e os melhores valores fo-

ram obtidos na época 30. No resultado apresentado pela RNA, os erros médios obtidos foram 

de 5,3%, 4,7% e 9,9% para o conjunto de treinamento, validação e teste, respectivamente. O 

gráfico da distribuição dos erros para todas as 144 amostras da membrana com poros de diâ-

metro médio de 1,2 μm encontra-se na Figura 5.  

 
Figura 5 - Dispersão do erro para treinamento, validação e teste da membrana com poros de diâmetro 

médio de 1,2 μm. 

Fonte: Elaborado pelo autor 

 

Assim como para a membrana com poros de diâmetro médio de 0,8 μm, os erros perma-

necem, em sua maior parte, próximo de zero indicando um bom resultado fornecido pela 

RNA e sua distribuição também é aleatória, não havendo tendência nos resultados obtidos. 

Realizando a análise para cada conjunto separadamente, obtém-se a linha de tendência 

central entre os valores de fluxo da bebida à base de açaí reais e obtidos pela RNA e seus res-

pectivos coeficientes de correlação, que foram 0,99 para o treinamento e para a validação. Na 

Figura 6 é possível observar estas informações para os conjuntos de treinamento e validação, 

além dos respectivos erros padrões para os valores dos coeficientes angular, 𝑎, e linear, 𝑏, das 

retas ajustadas. 
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Figura 6 - Valores do fluxo de permeado estimados pela RNA versus valores reais para os conjuntos de 

treinamento e validação da membrana com poros de diâmetro médio de 1,2 μm. 

Fonte: Elaborado pelo autor. 

 

Para o conjunto de teste, a análise estatística do modelo de regressão dado pela reta 𝑦 =
0,97𝑥 + 0,71 também foi satisfatória e obtiveram-se os valores dos erros padrões para os coe-

ficientes angular e linear da linha de tendência, conforme mostrado na Figura 7.  

 
Figura 7 - Valores do fluxo de permeado estimados pela RNA versus valores reais para o conjunto de 

teste para a membrana com poros de diâmetro médio de 1,2 μm. 

Fonte: Elaborado pelo autor. 

 

Na Tabela (4) encontram-se os valores de fluxo de permeado estimados pela RNA e os va-

lores reais, para a membrana com poros de diâmetro médio de 1,2 μm para as amostras do 

conjunto de teste. 
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Tabela 4 – Valores do fluxo de permeado estimados pela RNA e valores reais para a membrana com 

poros de diâmetro médio de 1,2 μm para dados do conjunto de teste. 

Amostra 

Valor estimado 

pela RNA 

J (L/h.m2) 

Valor real 

J (L/h.m2) 

1 15,59 25,97 

2 14,68 10,54 

3 14,73 10,01 

4 38,73 38,60 

5 15,48 17,19 

6 22,78 21,01 

7 19,54 18,36 

8 21,21 21,98 

9 72,92 73,24 

10 48,35 43,72 

11 62,87 66,49 

12 43,47 44,92 

13 29,40 30,58 

14 27,56 27,12 

15 53,79 53,32 

16 51,63 50,34 

17 48,23 47,36 

18 43,05 42,22 

19 52,51 49,10 

20 44,11 45,74 

21 57,16 50,23 

22 52,73 50,17 

 

Novamente os coeficientes de correlação estão próximos de 1, indicando a proximidade 

dos valores obtidos pela RNA com os valores reais e confirmando a efetividade da mesma 

para o problema em questão. 

 

4 Conclusão  
 

Neste artigo é possível verificar que as Redes Neurais Artificiais mostraram-se eficazes 

para estimar o fluxo de permeado de uma bebida à base de açaí através do processo de micro-

filtração tangencial com membranas cerâmicas com poros de diâmetro médio de 0,8 e 1,2 𝜇m 

de diâmetro em escoamento turbulento, visando um melhor controle de qualidade na produ-

ção de tal bebida. Os resultados de ambas RNAs criadas, uma para a membrana de poros de 

0,8 μm e outra para a membrana de 1,2 μm, foram satisfatórios, tendo em vista os baixos erros 

médios encontrados, além da aproximação dos pontos com a linha de tendência central para 

ambos os conjuntos de teste e da análise estatística plausível. Com tais resultados conclui-se 

que é viável utilizar RNAs para estimar o fluxo de permeado de uma bebida à base de açaí 

através do processo de microfiltração tangencial.  

É interessante ressaltar que a aplicação dos processos com membranas apresenta fatores 

limitantes, dos quais o fenômeno conhecido como fouling e/ou polarização de concentração é 

alvo de muitas pesquisas atuais já que geram redução do fluxo transmembrana (HE et al., 

2017; KOONANI; AMIRINEJAD, 2019; TANUDJAJA; CHEW, 2019). Assim, fluxos bai-
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xos são pouco lucrativos e, caso haja necessidade de se trabalhar com altas pressões, grande 

consumo de energia será requerido, resultando em altos custos de operação. Para melhorar o 

desempenho de quaisquer processos de separação com membranas, se faz necessário o contro-

le do fouling e/ou da polarização de concentração (QAISRANI; SAMHABER, 2011). Diante 

disso, trabalhos futuros envolvem pesquisas com modelos matemáticos (como as RNAs) que 

determinem ou auxiliem na previsão e definição dos parâmetros fluidodinâmicos ideais, sem a 

necessidade de se realizar tantos experimentos, o que resultaria em uma ótima forma de mi-

nimizar tempo e gastos às empresas.  
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